Ciselné charakteristiky nahodnych vektorov
Regresna priamka

. Jednoducha dvojica datovych suborov

a) Nech vektor x predstavuje urcité kontrolné¢ body a vektor y hodnoty namerané
v tychto bodoch. To znamena, Ze i-ta zloZka vektora y sa viaze vylucne k i-tej zlozke
vektora x.

>> x=1:50+rand(1,50);

>> y=0.01*x."2-3*x+7;

Vzajomnu vézbu vektorov X, y vyjadruje ich kovariancia. Hodnota kovariancie bude
vychodiskom pre vypocet korelaéného koeficientu a rovnice regresnej priamky.

>> cov(X,y)
ans = 1.0e+003 *

0.2125 -0.5291
-0.5291 1.3211

Prikaz cov(x,y) alebo cov(x,y,0) pocita korigovani kovarianciu — tj. pracuje so
vzorcom, v ktorom sa deli hodnotou (n-1). Nekorigovani kovarianciu ziskame
prikazom cov(x,y,1).

Matlab na prikaz cov odpoveda maticou. H'adanu kovarianciu najdeme mimo
hlavnej uhlopriecky. Na hlavnej uhlopriecke sa nachadzaja variancie vektorov x ay.
Overme si to priamym vypoctom kovariancie a variancii:

>> n=length(x); xm=mean(x); ym=mean(y); sxy=(x-xm)*(y-ym)"/(n-1)

SXy =
-529.1250

>> yx=(x-xm)*(x-xm)"/(n-1)
VX =
212.5000
>> vy=(y-ym)*(y-ym)/(n-1)
vy =
1.3211e+003

Vysledky st potvrdené.
Korela¢ny koeficient mézeme pocitat’ z hodnét, ktoré uz mame k dispozicii:
>> kk=sxy/sqrt(vx*vy)

kk =
-0.9987



Matlab ma vsak svoj vlastny prikaz na vypocet korelacného koeficientu:

>> corrcoef(x,y)
ans =
1.0000 -0.9987
-0.9987 1.0000

Vysledok je opdt’ v matici.

Maticova odpoved Matlabu v prikazoch cov a corrcoef je trochu nepohodina,
pretoze vysledok musime eSte zo ziskanej matice ,,vybrat*. Pre¢o ndm to Matlab tak
komplikuje? Jednou zhlavnych pri¢in je pohodlnost pri vypocte korelacie
a korelacného koeficientu pri vi¢Som pocte vektorov. Jednym prikazom cov ziskame
v matici prehl’'adne usporiadané korelécie kazdého vektora s kazdym.

Pristipme ku kresleniu regresnej priamky zavislosti y od x. Jej smernicu ziskame
Z matice sxy:
>> k=sxy(1,2)/sxy(1,1)
k= -2.4900

Vzorec regresnej priamky zostavime na zaklade poznatku, ze musi prechadzat cez
bod [xm, ym]:
y = ym + k*(x-xm)

Kreslenie za¢neme vyznacenim bodov danych vektormi x, y (tj. stanovist a
nameranych hodnét):
>> plot(x,y,'x"), hold on

Parametrom 'x' prikazujeme kreslit iba samotné body (nespajat’ ich cCiarami).
Vykreslené body maju tvar ,,voli¢ského* krizika. Prikaz hold on spdsobi, ze d’alSie
prikazy na kreslenie sa zrealizuji v existujucom obrazku (inak by sa zmazal).

Na vykreslenie priamky nam stacia dva body, ktoré potom spojime ¢ervenou
(parameter '1'):

>> xe=[min(x)-5, max(x)+5]; ye=ym + k*(xe-xm); plot(xe,ye, 'r')

0




b) Nakreslime (Cervenou) regresnii priamku zavislosti y od x pre viac rozptylené
hodnoty (x nechdme povodné):

>> y=0.1*x."2-3*x+70*rand(size(x));

>> sxy=cov(Xx,y); k=sxy(1,2)/sxy(1,1); plot(x,y,'x'), hold on
>> xm=mean(x); ym=mean(y);

>> xe=[min(x)-5, max(x)+5]; ye=ym + k*(xe-xm);

>> plot(xe,ye, 'T')

Tu musime zdoéraznit’, ze ide o zavislost' y od X. Opacnt zavislost’, x od y, modeluje
ina regresna priamka, ktora ziskame $tandardnym postupom:

>> ki=sxy(1,2)/sxy(2,2); ye=[min(y)-5, max(y)+5]; xe=xm + ki*(ye-ym);

Kreslit' chceme do povodného obrazku, preto musime nechat povodné poradie xe
a ye. Na odlisenie od prvej priamky zvolime zelent farbu:

>> pIOt(Xe7ye9 'g')

Priamky nie st totozné. Pri hladani regresnej priamky preto treba starostlivo
rozliSovat’ medzi primarnou a zavislou veli¢inou.

Otazka na zaver: aké su suradnice bodu, v ktorom sa obe priamky pretinaju?



Il. Dvojrozmerné diskrétne rozdelenie
Néhodné veliciny X a Y nadobtidajii nasledujuce hodnoty:
>>x=-5:4:99; y=1:0.1:7;

Pravdepodobnost’ jednotlivych hodnét [xi,yi] urcuje funkcia (1./(abs(15*y-x)+0.1)/q..
Vyrobme tabul’ku hodnét pre vSetky dvojice [xi,yi] a ndjdime hodnotu q.

Predbezne urobime tabulku hodnét bez koeficientu q. Predstavme si kartézsky
sucin vektorov x ay. Do matic X aY umiestnime zvlast prvi a druht zlozku
vsetkych dvojic kart. sucinu:

>> X=x"*ones(size(y)); Y=ones(size(x'))*y;

(Pre lepsie pochopenie si pozrite hodnoty X a Y v ,array editore®.)
Teraz dosadime do F na jedenkrat kartézsky sucin [X, YT:

>> f=inline('1./(abs(15*y-x)+0.1)");
>> fxy=f(X,Y);

Poznamka. Maticu fxy mozeme vyrobit aj dvojicou cyklov:
>> for i=1:length(x), for j=1:length(y), fxy(i,j)=f(x(1),y(j)); end, end
Aby bola fxy spravne definovana, musi mat’ sucet 1. Hodnota q teda bude suctom
predbeznej fxy:
>> g=sum(sum(fxy))

>> fxy=txy/q;

Poznamka. Vnatorny prikaz sum najprv urobil stéty stipcov v matici, vysledkom bol
riadkovy vektor. Vonkajsi prikaz sum potom sc¢ital zlozky tohto vektora.

Na vypocet ¢iselnych charakteristik daného rozdelenia nam uz nepomoézu jednoduché
prikazy Matlabu, ktoré sme vyuzivali v prvej Casti.
N4jdime najprv pravdepodobnostné funkcie samostatnych nahodnych velic¢in
XaY:
>> fx=sum(fxy,2); fy=sum(fxy, 1);

Vektor fx (stipec) ziskame su¢tom riadkov fxy (parameter 2 znamena volbu
s¢itovania cez riadky), podobne fy (riadok) ziskame stétom cez stipce (volime
parametrom 1 alebo Ziadnym parametrom).
Stredna hodnota je skalarnym sucinom hodnét vektora ahodnét jeho
pravdepodobnostnej funkcie:
>> EX=x*fx, EY=y*fy'

EX= 5.555431068107227e+001
EY = 3.822465130865539e+000



Pre varianciu plati: var(X) = E(x?) - (E(x))?, kde E(x?) = Z;x®fx(x)).
Vypocet v Matlabe:
>> varx=(x."2)*fx - EX"2, vary = (y."2)*fy' - EY"2

varx = 7.291936953583586e+002
vary = 2.985970190200526e+000

Pre kovarianciu plati

cov(X,Y) = E(X.Y) - E(X).E(Y),

kde

E(X.Y) = Zj fxyi xiyj = X*fxy*y’
Vypocet v Matlabe:

>> covxy = x*fxy*y' - EX*EY

covxy = 3.808736377137220e+001

Korelacny koeficient:

>>kkxy = covxy / sqrt(varx*vary)

kkxy = 8.162378458268031e-001

Korelacny koeficient je cca. 0,82. To znamena, ze md zmysel hl'adat’ zobrazenie
linearnej vdzby regresnou priamkou.

Nakreslime si jednotlivé body [x, y] v rovine (tvoria uzly rovnomernej siete), pricom
si farebne zvyraznime ich pravdepodobnostni ,,vahu“. Na to slizi prikaz mesh
(maticu fxy vkladame transponovanu — taka je syntax):

>> mesh(x,y,fxy")

0 | |




Regresna priamka je dvojrozmerna zalezitost', preto bude vhodné si urobit’ ,,pohl'ad
zhora* alebo podorys:

>> contour(X,y,fxy'), hold on
Do tohto obrazku zakreslime regresntl priamku y = EY + (covxy/varx)*(x-EX).

>> xk=[min(x)-5, max(x)+5]; yk=EY-+(covxy/varx)*(xk-EX); plot(xk,yk,'k")

V obrazku vidime len miesta, ktoré maju najvy$Siu pravdepodobnost. Preto
prekvapuje, Ze priamka neprechadza priamo cez ne. Svoju ulohu tu zohravaju totiz
pravdepodobnostné vahy aj tych bodov, ktoré sa v obrazku stratili v bielej farbe.



Il. Dvojrozmerné spojité rozdelenie

Opét’ sa budeme venovat prikladu z predoslého odseku. Tentoraz vSak ndhodné
veli¢iny X a Y budu z redlnych intervalov [-5, 99], 1, 7].

Pravdepodobnostni  funkciu nahradi rovnako definovaana funkcia hustoty
(1./(abs(15*y-x)+0.1)/q.

>> f=inline('1./(abs(15*y-x)+0.1)");
Aby sme zistili hodnotu q, musime f integrovat’ cez obdiznik [-5, 99] x [1, 7].

>> g=dblquad(f, -5, 99, 1, 7)
>> f=inline('1./(abs(15*y-x)+0.1)/69.18959134809417");

Funkciu hustoty veli¢iny X ziskame integrovanim f podla y cez interval [1, 7].
Pomocou nej potom analogicky ako v druhom odseku pocitame stredni hodnotu a
varianciu. Nebudeme pritom funkciu hustoty zvast' vyjadrovat’ — pri vypocte stredne;

hodnoty a variancie si vzdy v rdmci dvojného integralu funkciu hustoty vyrobime:

>> fxe=inline('x./(abs(15*y-x)+0.1)/69.18959134809417")
>> EX=dblquad(fxe,-5, 99, 1, 7)

EX = 54.94600124248422

>> fxv=inline('x."2./(abs(15*y-x)+0.1)/69.18959134809417")
>> varx=dblquad(fxv,-5, 99, 1, 7) - EX"2

varx = 6.586493430971359¢+002

Podobne postupujeme v pripade Y:

>> fye=inline('y./(abs(15*y-x)+0.1)/69.18959134809417")
>> EY=dblquad(fye,-5, 99, 1, 7) -EY"2

EY = 3.81060179268186

>> fyv=inline('y.”2./(abs(15*y-x)+0.1)/69.18959134809417")
>> vary=dblquad(fyv,-5, 99, 1, 7)-EY"2

vary = 2.66618371428309

Porovnévajte ziskané vysledky s hodnotami z predoslého odseku! Mali by vychadzat’
radovo zhodné.



Podobne pocitame kovarianciu a korelaény koeficient:

>> fexy=inline('x.*y./(abs(15*y-x)+0.1)/69.18959134809417")
>> covxy=dblquad(fcxy,-5, 99, 1, 7)-EX*EY

covxy = 31.89079755000236
>> kkxy=covxy/sqrt(varx*vary)
kkxy = 0.76101499362854
Nakreslime si priestorovy graf funkcie hustoty. Na to bude potrebné si diskretizovat
intervaly moznych hodnét X a Y.' Siet’ hodnot funkcie hustoty vypo&itame rovnako
ako v predoslom odseku:
>>>>x=-5:1:99; y=1:0.1:7;
>> X=x'*ones(size(y)); Y=ones(size(x'))*y;
>> fxy=f(X,Y);

Miesto siete, ktora je iba pomdcku, si nechame vykreslit’ celu plochu (surface):

>> surf(x,y,fxy")

016 =~
014 —
012~

01—

0 —

! Hustotu diskretizacie treba volit’ obozretne — ak je prilis velka, vypodet bude velmi dlhy a vysledkom
bude tak husty néakres, ze sa vSetky farby zleju do Ciernej. Nasa vol'ba je niekde na hranici inosnosti.



Korelaciu opit’ znazornime regresnou priamkou poloZenou na farebnti mapu:

>> xk=[min(x)-5, max(x)+5]; yk=EY+(covxy/varx)*(xk-EX); plot(xk,yk,'k")

Opét vidime regresnu priamku trochu nakrivo — pri¢iny su rovnaké ako v predoslom
pripade. Na farebnej mape sa objavili iba najvyraznejSie pravdepodobnosti, avsak aj
biela farba predstavuje uréita vahu, ktora zavazi pri vypocte smernice priamky.



